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2 ÚVOD 

 

Závěrečná zpráva projektu popisuje průběh a výsledky řešení projektu. Zpráva je členěna na 

následující části: část 2 obsahuje teoretický rozbor problému, v části 3 jsou uvedeny plánované 

výsledky a stručný popis jejich dosažení, v části 4 je popis jednotlivých plánovaných pracovních 

balíčků a jejich rozpracovanost, v části 5 je přehled čerpání finančních prostředků a v části 6 

souhrnné hodnocení.  

 

3 LITERÁRNÍ REŠERŠE 

 

 Data dálkového průzkum Země 

Laserové skenování  

Základem laserového skenování je měření vzdálenosti pomocí laseru (LiDAR – Light Detection 

and Ranging). Tenký a dokonale soustředěný světelný paprsek, obvykle v infračervené části 

spektra, je vyslán k cíli, od něhož se odráží a odraz je opět zachycen senzorem. Přitom existují 

dvě základní prakticky využívané možnosti, jak zjistit, jak dlouhá byla cesta světelného pulzu 

k cíli a zpět:  

Měření tranzitního času (time-of-flight, TOF). Při tomto způsobu určení vzdálenosti je vyslán 

krátký pulz světla a velmi přesně změřen čas mezi vysláním pulzu a zaznamenáním jeho odrazu. 

Vzdálenost je vypočítána jako dráha, kterou urazí světlo ve vzduchu během změřeného časového 

intervalu.  

Měření fázového posunu (phase-based). Při tomto způsobu je konstantně vysíláno světlo. Senzor, 

který zachytává odraz světelného paprsku, zaznamená, v jaké fázi byl přijatý signál zachycen. Při 

známé délce vlny je na základě fázového rozdílu mezi referenčním a přijatým signálem možné 

vypočítat o jakou délku měřená vzdálenost přesahuje celočíselný násobek vlnové délky 

vyslaného světla. Neznámému počtu celých vlnových délek se říká ambiguita. Aby bylo možné 

ambiguitu zjistit, je vysílaná vlna modulovaná. Senzor zaznamená modulaci vlny, porovná ji 

s modulací referenčního signálu a zjistí počet celých vlnových délek na trase k cíli a zpět. 

Poslední část vzdálenosti, menší než celá vlna, je vypočítána z fázového posunu mezi vyslaným 

a přijatým signálem. Měření pomocí fázového rozdílu je obvykle přesnější než měření pomocí 

tranzitního času.  

Pro vypočítání 3D pozice bodu, odkud se odrazil laserový paprsek, je potřebné také přesně 

zaznamenat směr paprsku. U každého pulzu je s velkou přesností zaznamenán vertikální a 

horizontální úhel, pod kterým byl paprsek vyslán. Ze změřené vzdálenosti a zaznamenaného 

směru pak lze vypočítat 3D pozici odrazu ať už v globálním (pokud známe souřadnice bodu, kde 

skener stojí a jeho orientaci) nebo lokálním (definován pozicí skeneru) souřadnicovém systému.   

Laserové skenery takových světelných pulzů vysílají a zaznamenávají velké množství; u 

současných skenerů až 2 miliony za sekundu. Za rozmítání paprsků do celého prostoru je 

obvykle zodpovědné rotující zrcadlo, které při otáčení odráží laserové paprsky postupně do 

všech směrů (obvykle svislé) roviny, vzniká tak řádek naskenovaných bodů. Pro naskenování 

dalšího řádku bodů se celý skener buď otáčí na stativu kolem vertikální osy (u pozemního 

laserového skenování), nebo posouvá v prostoru pomocí nosiče (letecké nebo mobilní 

skenování).  

Aby mohla být vypočítána 3D pozice naskenovaného bodu, je potřeba znát kromě laserem 

změřené vzdálenosti a přesného úhlu, pod nímž byl světelný paprsek vyslán, také trojrozměrnou 
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pozici skeneru a jeho natočení v 3D prostoru. Při mobilním skenování se průběžně mění pozice 

skeneru a dochází i ke změně rotace skeneru vlivem náklonů a otřesů nosiče. Pro řešení 

mobilního skenování jsou používány dva přístupy. 

Řešení založené na známé trajektorii (trajectory-based solution) využívá technologie, které 

umožňují v libovolném čase skenování co nejpřesněji zjistit pozici a rotaci skeneru. Pozice je 

určována pomocí přesných kinematických geodetických metod (RTK, PPK) využívajících 

satelitní navigační systémy (GNSS) a pro zjištění aktuálního náklonu senzoru se využívají 

inerciální jednotky (IMU). Je jasné, že měření a ukládání informace o trajektorii nemůže 

probíhat kontinuálně, nýbrž v (velmi) krátkých intervalech; trajektorie v časech mezi 

jednotlivými měřeními se dopočítává pomocí pokročilých metod interpolace. Pro určení 3D 

souřadnic každého naskenovaného bodu vstupuje do výpočtu pozice a náklon senzoru v 

okamžiku vyslání příslušného laserového paprsku. Přesnost takto získaných bodových mračen 

závisí na přesnosti trajektorie, která bývá v řádu malých jednotek cm. 

Fotogrammetrické zpracování leteckých snímků 

Prvně slovo fotogrammetrie použil v roce 1867 Albrecht Meydenbauer německý průkopník 

fotogrammetrické dokumentace historických stavebních objektů. Pojem fotogrammetrie je 

odvozen z řeckých slov (fotos – světlo, gramma – písmo, záznam a métrisi – měření), tj. měření 

na záznamu pořízeném pomocí světla [1]. 

Fotogrammetrie je aplikovanou vědní disciplínou, která pomocí fotografických snímků získává 

trojrozměrnou informaci o zemském povrchu nebo vybraném objektu. Jedná se o bezkontaktní 

metodu měření, která slouží v současnosti především k tvorbě digitálních modelů povrchu a 3D 

modelů. Fotogrammetrie je také důležitou metodou i mimo geografické vědy, používá se 

například v průmyslu, architektuře, biomechanice, medicíně, forenzním vyšetřování, virtuální 

realitě nebo archeologii.  

Fotogrammetrii je možné členit na základě celé řady hledisek, např. dle polohy stanoviska, počtu 

a konfigurace snímků či postupu zpracování. Detailní rozdělení a principy fotogrammetrie jsou 

sepsány např. v [1,2,3]. Podle počtu snímků můžeme rozlišovat jednosnímkovou a 

vícesnímkovou fotogrammetrii. U jednosnímkové metody nejsme schopni získat 3D informaci, 

ale opět pouze 2D souřadnice. Vícesnímkovou fotogrametrii můžeme dále dělit na 

stereofotogrammetrii, průsekovou fotogrammetrii a SfM (Structure From Motion), kterou 

můžeme charakterizovat jako kombinaci stereofotogrammetrie a průsekové fotogrammetrie [4]. 

Stereofotogrammetrie je metoda, při které jsou pro měření použity minimálně dva snímky. 

Metoda funguje na stejném principu jako lidský zrak, výsledkem je takzvaný stereoskopický 

vjem. Stereoskopický vjem lze vytvořit i uměle pomocí dvou snímků téhož objektu pořízených z 

jiného stanoviska. Tyto snímky se nazývají stereodvojice. Je nutné, aby osy záběru jednotlivých 

snímků byly rovnoběžné a aby snímky byly stejného měřítka [3]. Pokud je více pořízených 

snímků kolem celého objektu, hovoříme o průsekové fotogrammetrii. Průseková fotogrammetrie 

je jednou z nejstarších fotogrammetrických metod, která umožňuje vyhodnocení prostorových 

souřadnic předmětu na základě překryvu dvou a více měřických snímků. Principem určení 

prostorových souřadnic bodů předmětu je vzájemná konvergence (sbíhavost) os záběru snímků 

[5]. 

Poslední výše zmíněnou metodou je metoda pojmenovaná Structure from Motion (SfM). Při 

použití této metody jsou snímky pořízeny stejně jako v případě průsekové fotogrammetrie, ale 

navíc se bere v potaz pořadí snímků a pohyb kamery. Díky tomu může být korelace mezi 

obrazovými body automaticky vypočítána pomocí algoritmů a struktury scény [6]. Ze sekvence 

navazujících snímků, pořízených pohybující se kamerou v čase, se určí posloupnost (3D pohyb) 

pozic kamery a 3D struktura scény. Sledováním množiny bodových prvků napříč sekvencí 

snímků lze odvodit, kde se kamera nachází a jaké je 3D rozmístění bodů, které byly 
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zaznamenány. Univerzálnost a síla tohoto nástroje je ovšem vykoupena vysokými výpočetními 

nároky [7]. Asi nejznámějším SfM systémem je open source algoritmus Bundler. Algoritmus je 

napsán v jazyce C a C++. Ze sady neorientovaných snímků na vstupu provede 3D rekonstrukci 

objektu. Velký překryt snímků umožňuje Bundleru rekonstruovat kromě objektů a vnitřních 

prvků orientace kamery, také prvky vnější orientace. Tento algoritmus je základem mnoha 

komerčních i nekomerčních programů, které zpracovávají data pořízené z leteckých i pozemních 

snímků do podoby mračna bodů a následně i 3D modelů zemského povrchu a dalších objektů.  

 Využití bezpilotních leteckých systémů 

V současnosti běžně používanou alternativou k leteckému snímkování z letadel je použití 

bezpilotních prostředků (také dronů či UAV). UAV je zkratkou anglického označení Unmanned 

Aerial Vehicle, které bývá do češtiny překládáno jako bezpilotní letecké zařízení, popřípadě 

bezpilotní létající prostředek. Bezpilotní tak označuje pouze fakt, že pilot tohoto stroje není 

fyzicky přítomen na palubě [37]. Provoz UAV na území České republiky je upraven zákonem č. 

49/1997 Sb. o civilním letectví a Pravidlům létání je věnován především Předpis L2 a doplněk X 

tohoto předpisu, který obsahuje závazná pravidla pro provoz bezpilotních letadel. Mezi hlavní 

omezení patří maximální výška letu do 120 metrů nad zemských povrchem a zákaz létání nad 

obydlenými oblastmi, domy, lidmi, komunikacemi či dráty vysokého napětí.  

Bezpilotní systémy obvykle obsahují bezpilotní letadlo, užitečnou zátěž (např. kameru či 

skener), navigační počítač a pilota s rádiovým ovládáním a případně dalšího operátora [38]. 

Během posledních let zaznamenává celosvětový trh s UAV značný nárůst a zvyšují se rovněž 

možnosti uplatnění UAV v řadě oborů. 

UAV mohou být dále rozděleny podle celé řady kritérií, kdy zásadní je především velikost a 

schopnost unést určitý typ kamery či jiného senzoru a dále pak jejich samotná konstrukce.  

 Po konstrukční stránce lze bezpilotní letouny rozdělit do třech základních skupin: 

• letadla s pevnými křídly,  

• klasické vrtulníky, 

• multirotorové platformy (tzv. multikoptéry) – obvykle se čtyřmi, šesti nebo osmi 

vrtulemi. 

Pohon je obvykle zajišťován elektromotory, výjimečně i spalovacími benzínovými motory 

(obvykle tam, kde je vyžadována vyšší zátěž a výdrž). Klasická letadla s pevnými křídly 

dosahují vyšších rychlostí a delšího doletu, multikoptéry a vrtulníky oproti tomu nabízejí 

podstatně vyšší flexibilitu a manévrovací schopnosti, včetně kolmého startu a přistání. Všechny 

druhy letadel jsou řízeny ze země rádiovou soupravou obvykle s pomocí palubního autopilota 

[38].  

Letová mise u bezpilotních letadel je zpravidla plánována pomocí aplikace umožňující definovat 

snímkovanou plochu a nastavit výšku letu, překryv snímků a na základě těchto parametrů je 

automaticky zvolena optimální rychlost letu. Automatická bezpilotní letadla jsou obvykle 

navigována pomocí palubního počítače s GNSS a inerciální navigační jednotkou. Ta obvykle 

obsahuje gyroskopy, které zaznamenávají změny v náklonech podle všech os, změnu tlaku 

vzduchu, snímají magnetické pole a změny v akceleraci. Pro určení polohy kamery a její 

orientace je možné použít buď přímé georeferencování, které je definováno jako přímé 

zjišťování polohy kamery a její orientace u každého snímku, georeferencování s využitím 

pozemních vlícovacích bodů, kdy snímkování musí předcházet rozmístění a přesné zaměření 

vlícovacích bodů, což je obzvláště složité v členitém a zalesněném terénu a případně 

kombinované georeferencování, kdy je přibližně určena poloha z palubní GNSS a zpřesněna na 

základě vlícovacích bodů [38]. S výše zmíněnou dostupností GNSS a zvyšováním přesnosti již je 

běžné přesné určování polohy snímků pomocí RTK s přesností 2-5 cm. Zpracování snímků 

pořízených pomocí UAV se zpravidla provádí pomocí výše zmíněného algoritmu SfM. Díky 
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pokročilé automatizaci je možné vytvořit kompletní 3D model scény nebo předmětů z 

dostatečného počtu fotografií, nezávisle na použité ohniskové vzdálenosti, zkreslení a změnách 

osvětlení. 

Nízkonákladová fotogrammetrie má samozřejmě i zápory. Využití neměřičských kamer a nižší 

stability použité platformy může vést k datům s nižší přesností a kvalitou než klasická 

fotogrammetrie zajištěná konvenčními letadly. Pro zpracování kvalitního mračna bodů a 

následně i digitálního modelu povrchu je zapotřebí větší překryv snímků (80-85 % ve směru letu 

a 75-85 % mezi letovými řadami).  I přes všechny zmíněné nedostatky je obvykle možné 

získávat z bezpilotních letadel snímky s rozlišením v řádu centimetrů. Tato úroveň detailu v 

kombinaci s nízkými náklady, časovou a prostorovou flexibilitou při získávání snímků znamená, 

že pro mnoho uživatelů s různým profesním zaměřením je fotogrammetrie s využitím 

bezpilotních prostředků relativně levnou variantou [38]. Díky miniaturizaci senzorů a zvyšování 

nosnosti a délky letu je pak možné UAV vybavit celou škálou senzorů od termálních kamer přes 

multispektrální kamery, hyperspektrální kamery až po malé letecké lidary. 

Hlavní výhodou bezpilotních systémů je pak především možnost okamžitého a opakovaného 

nasazení pro mapování krajiny např. v případě přírodních katastrof jako jsou záplavy, sesuvy 

půdy, eroze, kalamity lesních porostů způsobené biotickými i abiotickými činiteli a řada dalších. 

Mezi nevýhody patří kromě striktní legislativy, která omezuje létaní nad trvale obydlenými 

budovami a především lidmi, pak délka zpracování dat, kdy v případě použití kamer s vysokým 

rozlišením trvá zpracování dat v závislosti na výkonu počítače od několika hodin až po několik 

dní. Nicméně, zpracování dat není závislé na lidské činnosti a nevyžaduje zpravidla velkou 

součinnost člověka. 

 Inventarizace lesa z dat dálkového průzkumu Země 

Klasifikace holin, souší a druhového složení 

Lokalizace holin, stejně jako identifikace souší nebo určení druhového složení, probíhá pomocí 

metod rozřazení zájmové plochy do více tříd, tzv. klasifikace. Klasifikace může probíhat buď 

manuálně, nebo automaticky. Manuální klasifikace je relevantní postup v případě, že jsou k 

dispozici data dálkového průzkumu Země, ale chybí nástroje nebo znalosti pro provedení 

automatické klasifikace. Manuální klasifikace spočívá ve vizuální interpretaci obrazového 

materiálu a manuálním rozřazení částí zájmového území do požadovaných tříd.  

Automatická klasifikace využívá algoritmy, které jsou schopny obrazová data rozdělit do 

požadovaných tříd, a to buď na základě jednotlivých pixelů, nebo detekovaných objektů. 

Klasifikace založená na pixelech rozřazuje do tříd jednotlivé pixely na základě jejich digitálních 

hodnot. Používá se především v případě dat s menším rozlišením (větší velikostí pixelu) a na 

rozsáhlejších územích. Klasifikace založená na objektech vyžaduje nejprve segmentovat obraz 

do objektů, což jsou homogenní skupiny pixelů podobných hodnot. V druhém kroku jsou pak 

segmentované objekty přiřazeny do příslušné třídy. Výhodou objektové klasifikace je možnost 

využít i texturovou a kontextovou informaci, což může vést k přesnější klasifikaci. 

Metody klasifikace se rozdělují na řízené a neřízené. Řízená klasifikace vyžaduje sadu 

trénovačích dat, kdy pro každou požadovanou třídu je připravena množina prediktorů (tj. 

nejčastěji pixelových hodnot) odpovídající dané třídě. Algoritmy řízené klasifikace se pomocí 

trénovacích dat naučí rozeznávat jednotlivé třídy a následně jsou aplikovány na celé zájmové 

území. Neřízená klasifikace nevyužívá žádnou apriorní informaci o třídách; algoritmy neřízené 

klasifikace rozdělí zájmové území do předem definovaného počtu tříd tak, aby třídy byly 

maximálně homogenní, a přitom vzájemně co nejvíce odlišné. Současné klasifikátory využívají 

převážně řízenou klasifikaci. 
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 V současnosti používané klasifikační algoritmy jsou založeny na metodách strojového učení, 

metodách hlubokého učení a umělé inteligence. Nejčastěji využívanými algoritmy jsou Support 

Vector Machine, Random Forest, v poslední době se prosazují konvoluční neuronové sítě.  

Výstupy klasifikace může být nutné upravit tak, aby výsledek odpovídal zákonitostem 

klasifikovaných tříd v reálném světě. Například problémem automatického procesu klasifikace 

holin v může být to, že nesprávně identifikuje holiny na místech provedené nahodilé těžby, 

případně v místech rozšíření lesních cest, v zákrutách či křižovatkách. Další holiny mohou být 

nesprávně detekovány v mýtních porostech ve stádiu obnovy. Takovéto nesprávně 

identifikované polygony holin se typicky vyznačují málo kompaktním tvarem a dají se 

eliminovat na základě pravidla využívajícího parametr kompaktnosti, tzv. compactness, 

vypočítaného na základě poměru obvodu k ploše polygonu. 

Dalším problémem je samotný tvar vylišených holin. Přestože jsou geometricky a polohově 

správně, pro lidského pozorovatele může jejich tvar působit zvláštně a například v obrysových 

mapách menšího měřítka by se jejich tvar stal nečitelným. Z toho důvodu je nutné provést 

generalizaci tvaru automaticky vylišených polygonů. Je potřeba uzavřít díry v polygonech, které 

nejčastěji představují výstavky ponechané na holině při těžbě, nebo jednotlivě stojící stromy, 

okolo nichž byl odstraněn mateřský porost. Je nutné mít na paměti, že tyto agregované holiny 

neberou v úvahu jednotlivě stojící stromy. Druhým krokem procesu generalizace polygonů je 

zjednodušení hranic polygonů. To se obvykle provádí dvojicí rastrových operací, kdy je 

provedeno zeštíhlení a následná zpětná expanze hranic polygonů. Při využívání tohoto postupu je 

potřeba dávat pozor, neboť tento krok může vést k úplné eliminaci tenkých polygonů, mohou tak 

zmizet například porostní žebra s šířkou pod 30 m. 

Pro klasifikaci dřevin jsou vstupem pro výše zmíněné klasifikační algoritmy aplikovány buď 

spektrální veličiny [39], nebo charakteristiky struktury [40], případně kombinace obou [41]. 

Spektrální veličiny získané z multispektrálních nebo hyperspektrálních dat obvykle zahrnují 

hodnoty odrazivosti v různých spektrálních kanálech a hodnoty vegetačních indexů (NDVI, 

NDRE, EVI atd.). Klasifikace je v tomto případě založena na odlišných spektrálních vlastnostech 

jednotlivých dřevin, resp. skupin dřevin. V případě využití geometrických dat z LiDAR senzorů 

probíhá klasifikace na základě kvantifikovaných charakteristik typické struktury habitu 

jednotlivých druhů.  I přes množství studií reportujících vysokou přesnost klasifikace na 

testovacích územích, klasifikace dřevin zůstává poměrně náročným úkolem, zejména při aplikaci 

na větší území, kde variabilita v rámci druhu způsobená lokálními podmínkami může přesáhnout 

variabilitu mezi jednotlivými druhy [42]. Klasifikace druhů dřevin tak prozatím zůstává závislá 

na parametrizaci modelů v lokálních podmínkách. 

Taxační veličiny porostů z dat leteckého laserového skenování 

V současnosti jsou již velmi dobře vyvinuty přístupy pro zpracování dat leteckého laserového 

skenování (LLS). LLS je jednou z nejpřesnějších metod mapování krajiny, kdy je laserový 

skener umístěn na letadle, vrtulníku či jiném létajícím nosiči. Díky velké rychlosti letu umožňuje 

rychlý sběr dat na velkém území s vysokou přesností. LLS umožňuje sběr dat i pod korunami 

stromů a díky vícenásobnému odrazu poskytuje rovněž informaci o reliéfu a také struktuře 

porostu pod korunami stromů. 

Laserový skener měří pouze vektor laserového paprsku vycházející z laserového skeneru na bod 

ležící na zemském povrchu. Pro vychylování paprsku mimo svou osu je ve skeneru umístěno 

zpravidla rotující zrcadlo, které paprsek vychyluje v příčném směru. Posun paprsku v podélném 

směru je zajištěn vlastním pohybem plošiny (letadla). Souřadnice tohoto bodu mohou být 

vypočítány, pouze pokud je známa pozice a orientace laserového skeneru v souřadnicovém 

systému. K tomu slouží systém pro určení pozice a orientace (Position and orientation system– 

POS), který se skládá z diferenciálního globálního pozičního systému (DGPS) a inerciální 



Projekty Grantové služby LČR 

“Metodika rychlého a levného získávání dat pro kalamitní území pomocí moderních metod Dálkového průzkumu 

Země” 

7 

 

měřičské jednotky (Inertial Measurement Unit – IMU). Geokódování měření z laserového 

skeneru vyžaduje přesnou synchronizaci všech systémů: IMU, DGPS a dat z vlastního 

laserového skeneru [8, 9]. Detailní princip funkce leteckých laserových systémů je popsán 

například v  [10, 11, 12]. 

Pro inventarizaci lesa z dat LLS se používají podle [13] dva odlišné přístupy: 

• ITD – Individual Tree Detection – identifikace jednotlivých stromů, 

• ABA – Area Based Approach – plošné určení zásob. 

 

 

 

Obrázek 1 Rozdíl mezi metodami ITD (vlevo) a ABA (vpravo), zdroj: Coomes et al. 2017 

Obě metody jsou stále vyvíjeny a zkoumány v rámci lesnického výzkumu, ale zatím nejsou až na 

výjimky (v severských zemích) využívány v lesnické praxi [14, 15, 16, 17].  

Při detekci jednotlivých stromů se v případě první metody ITD pracuje s mračnem bodů LLS s 

vyšší hustotou (4–12 bodů na m2) a využívají se různé metody identifikace lokálního maxima, 

např. technika segmentace inverzního povodí [18, 19], která je založena na nástrojích 

hydrologického modelování, dále pak metoda minimové sítě [20] či metoda růstového algoritmu 

– Seed Region Growing [21] a řada dalších. Nejjednodušeji implementovaná do prostředí GIS je 

metoda segmentace inverzních povodí, kdy je na základě rozdílu digitálního modelu povrchu 

(DMP) a digitálního modelu terénu (DMT) vytvářen tzv. digitální model korun (Canopy Height 

Model – CHM). Vynásobením CHM hodnotou -1 vznikne převrácený model, kde každá 

bezodtoká deprese reprezentuje korunu stromu. Bezodtoká deprese je zároveň lokálním 

povodím. Poté se výpočtem směru a délky odtoku detekují lokální minima, která reprezentují 

jednotlivé vrcholky stromů. Výška každého stromu se získá extrakcí z výškového modelu korun. 

Výčetní tloušťka se pak vypočítá na základě regresního vztahu ve výškových funkcích, např. 

Michajlovova výšková funkce [22], Näslundova výšková funkce [23], dle Halaje [24] a Šmelka 

[25]. Objem jednotlivých stromů se následně vypočítá podle objemových rovnic, viz např. práce 

Petráš, Pajtík [26]. Metoda ITD se používá v případě vysoké hustoty bodů LLS [27] a byla široce 

studována; stále však přetrvává mnoho problémů, které souvisí zejména s detekcí stromů [28]. 

 Při využití ABA přístupu jsou predikovány porostní charakteristiky jako střední výška, střední 

výčetní tloušťka, kruhová základna a zásoba na základě distribuce bodů LLS v různých výškách 

nad terénem (v tzv. kvantilech či percentilech). Výpočet je obvykle založen na regresní či 

diskriminační analýze a dalších neparametrických metodách hodnocení. Pro přesné určení těchto 

charakteristik je nezbytnou součástí terénní měření trénovacích množin. Předchozí výzkumy 

prokázaly, že pomocí ABA metody je možné predikovat porostní charakteristiky s dostatečnou 

přesností pro skandinávské oblasti s jednodušší druhovou skladbou porostů [29, 30]. 

Metoda ITD je založena na identifikaci polohy jednotlivých vrcholků stromů s následným 

výpočtem konkrétních stromových charakteristik pro každého jedince. Jednoznačně zjistitelná je 

většinou pouze výška stromu, případně obsah (objem korun) či druh dřeviny. Výpočet dalších 

parametrů poté probíhá také na základě statistických modelů [31]. Hlavní překážkou pro využití 
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metody ITD zůstává potřeba vyšší hustoty mračna bodů leteckého skenování, která by zaručila 

přesnou detekci jednotlivých korun stromů [32]. V případě ITD se minimální hustota mračna 

bodů pohybuje v rozsahu 5 až 10 bodů na m2 oproti cca 1 bodu na m2 v případě metody ABA, 

což zvyšuje nároky na pořízení dat a rovněž hardwarové nároky při zpracování rozsáhlejších 

území [27]. Hlavní výhodou metody ITD oproti ABA je získání skutečné distribuce stromů a s 

tím spojená lepší predikce stromových parametrů [33]. ITD rovněž redukuje množství terénní 

práce, která je nezbytná pro kalibraci modelů při použití ABA metody. I v případě metody ITD 

je nezbytné terénní měření trénovacích množin především z důvodu kalibrace a optimalizace pro 

konkrétní stanovištní poměry, neboť z dosavadních studií takřka vždy vyplývá mírné 

podhodnocení především u výšky v rozsahu 1-5,5 metru a dále u dimenze koruny [31, 34]. 

Vrchol koruny při menší hustotě bodů nemusí být vždy zachycen a rovněž dimenze koruny může 

být větší vlivem vzájemného propojení korun stromů. Nepřesnosti mohou vznikat také vlivem 

zanedbání stromů v podúrovni [31, 34]. Vliv na výšku detekci výšek stromů má i reliéf a převod 

do CHM [35]. Ze vzájemného porovnání obou přístupů [31] vyplývá, že obě metody dosahují 

podobné přesnosti s mírně lepším výsledkem metody ITD, ale s vyššími ekonomickými náklady 

na pořízení a zpracování dat. Současná aplikace LLS v podmínkách lesních porostů závisí 

rovněž od parametrů snímání (výšky letu a rychlosti letu) a dále od vlastností terénu [36]. 

Vzhledem k tomu, že obě metody (ITD i ABA) jsou založeny na zjišťování parametrů korun 

stromů, resp. korunového zápoje, je důležité, aby data byla pořízena během vegetační sezóny, tj. 

v době olistění opadavých stromů. Odlistěné stromy neposkytují dostatek plochy pro odraz 

laserových paprsků, větší podíl paprsků proniká pod korunový zápoj a odráží se nejčastěji od 

terénu. Důsledkem je podhodnocení výšek stromů velikosti korun v případě ITD a výšky a 

hustoty zápoje v případě ABA. Stav bez olistění je naopak vhodný pro vytváření DTM 

(digitálního modelu terénu) díky vyšší hustotě bodů na terénu, případně pro identifikaci stromů 

pomocí detekce kmenů a měření tlouštěk kmenů při získávání laserových dat vysoké hustoty, 

např. pomocí dronů.  

Taxační veličiny porostů pomocí letecké fotogrammetrie 

 

Oproti LLS poskytuje fotogrammetrické zpracování snímků pouze informaci o tzv. prvním 

odrazu a vzniká tak pouze detailní digitální model povrchu, reliéf je zachytitelný pouze 

v místech bez vegetace (obrázek 2). Detail výsledného modelu (respektive hustota vytvořeného 

fotogrammetrického mračna bodů) je závislý na rozlišení kamery a také na výšce letu. V případě 

nejnovějších leteckých kamer (např. Leica CityMapper-2) je při výšce letu okolo 1200 metrů nad 

terénem možné získat ortofoto s rozlišením 5 cm a mračno bodů s hustotou v řádu tisíců bodů na 

m2. Podmínkou pro kvalitní zpracování mračna bodů je dostatečný překryv snímků, který se 

pohybuje okolo 75 % ve směru letu a 65 % mezi letovými řadami.  
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Obrázek 2 Porovnání fotogrammetrického (vlevo) a laserového (vpravo) bodového mračna na území Mostek. Zobrazeno bodové 
mračno reprezentující jednu z měřených validačních ploch. 

 

 

Postup inventarizace z fotogrammetrického mračna je však takřka totožný jako při použití dat 

LLS. Nejdůležitější metriky bodového mračna (horní výška, směrodatná odchylka výšek) jsou u 

obou typů dat totožné. Hlavní rozdíl je v počtu vhodných metrik, které je možné spočítat, neboť 

jak již bylo zmíněno, mračno většinou neobsahuje body pod korunami stromů a dává nám tak 

informaci především o výšce porostů na úrovni jednotlivých stromů a případně o velikosti korun. 

Přestože hustota bodů na korunách stromů je v případě fotogrammetrického mračna výrazně 

vyšší než u LLS, použití individuální detekce jednotlivých stromů je vhodné pouze u 

jehličnatých dřevin, v případě listnatých dřevin často vzniká souvislý korunový zápoj, který 

identifikaci znemožňuje. Plošný přístup (ABA) naopak eliminuje nutnost detekce jednotlivých 

stromů a počítá tak základní charakteristiky lesního porostu na jednotku plochy. 
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4 PLÁNOVANÉ VÝSLEDKY A STAV KE KONCI PROJEKTU 

 

V projektu jsou plánovány tři hlavní výsledky: 

 

1 - Metodika 

Metodika popisující vyvinuté postupy od získání dat přes metody automatického zpracování až 

po odvození požadovaných veličin. Pomocí popsaných metod bude možné získat pozice a rozsah 

kalamit, zásobu a taxační veličiny porostů.  

 

Stav zpracování: 100%  

Podrobný popis:  

 

Metodika shrnuje přístupy pro využití dat dálkového průzkumu Země pro odhad požadovaných 

porostních veličin. Metodika popisuje možnosti získání dat včetně výhod nebo omezení 

jednotlivých přístupů, shrnuje postupy automatického zpracování dat a představuje metody 

tvorby predikčních modelů.  

 

2 - Interaktivní online mapa 

Interaktivní webová mapa zobrazující výsledky analýz na rozsahu modelového LHC. 

 

Stav zpracování: 100%  

 

Podrobný popis:  

Interaktivní mapa byla vytvořena na mapovém portálu řešitele a je k dispozici zadavateli, přesný 

link a přístupové údaje byly z bezpečnostních důvodů zaslány jinou cestou. 

 

Interaktivní mapa je stejně jak minulý rok dostupná na mapovém portálu řešitele. Oproti 

minulému roku byla umístěna vrstva ortofotomapy od pořizovatele a zároveň také vrstva 

jednotlivých ploch pozemního šetřeni. Původně plánovaný systematický design rozmístěni 

inventarizačních ploch byla nahrazena stratifikovaným výběrem s náhodným rozmístěním ploch 

v jednotlivých stratech za účelem dostatečného pokrytí všech typů porostů.  
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Mapa v této chvíli obsahuje následovné vrstvy: 

 

Mapa obsahuje několik rastrových a vektorových vrstev:  

- LuzickeVyberPSK – vektorová vrstva poskytnutá zadavatelem obsahující polygony 

vybraných JPRL 

- Polygony – vektorová vrstva obsahující polygony z měřených kalibračních ploch v rámci 

terénního sběru dat v prosinci 2021. 

- Ujmy_polygony – vektorová vrstva vytvořená v kooperaci se zadavatelem obsahující 

polygony, pro něž mělo dojít k výpočtu újem 

- Soubory končící _tif – rastrová vrstva ortorektifikovaných leteckých snímků území z léta 

2021. 

- nDSM2021 – rastrová vrstva normalizovaného digitálního modelu povrchu vytvořená 

z fotogrammetrických dat vzniklých leteckým nasnímáním zájmového území v prosinci 

2021. 

- LuzickeCHM2022 – rastrová vrstva výškového modelu korun vytvořená z laserových dat 

vzniklých leteckým naskenováním zájmového území v lednu 2022. 

- Holiny2021Final – vektorová vrstva obsahující automaticky detekované polygony holin 

v zájmových JPRL. 

 

Pro práci v internetové aplikaci je v první řadě nutné vstoupit na web arcgis.com a v něm se 

přihlásit do aplikace pomocí URL adresy organizace, která zní „fld-czu.maps-arcgis.com“ a 

v případě požadavku zadat své osobní přihlašovací údaje, které jsou shodné s údaji pro přihlášení 

do uis.czu.cz.   

 

Po vstupu na úvodní obrazovku Fakulty lesnické a dřevařské se uživatel, výběrem možnosti 

„Skupiny“ v horním části obrazovky, dostane k přehledu skupin, do nichž byl zařazen a vybere si 

požadovaný soubor, např. LesyCR. Tehdy se zobrazí veškeré mapy a vrstvy, které byly do 

skupiny nahrány jinými uživateli a lze si z nich vybrat požadovanou mapu k zobrazení, např. 

Holiny2021Final.   
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Po otevření mapy je vhodné v pravém horním rohu obrazovky zvolit možnost „Otevřít v novém 

nástroji Map Viewer“.  

 

 
 

V té chvíli se objeví tatáž mapa, avšak v novém prostředí, které umožňuje provést více operací 

než starý nástroj Map Viewer Classic.  

 

S mapou lze nyní, použitím levého tlačítka myši, posouvat, kolečkem myši nebo pomocí tlačítek 

v pravém dolním rohu obrazovky přibližovat či oddalovat atp.  

 

Důležitá je možnost práce s vrstvami v mapě. Ta je možná po výběru ikony „Vrstvy“ v černém 

panelu u levé strany obrazovky. Po rozkliknutí se objeví nabídka se současnými vrstvami. 

Klikne-li se na název vrstvy, čímž se vrstva označí, objeví se v pravé části obrazovky, v bílém 

panelu možnosti různé práce s vybranou vrstvou. Lze změnit symbologii (barvy, průhlednost 

atp.), filtrovat data pomocí nějakého kritéria uvedeného v atributové tabulce vrstvy, upravovat 

políčka v atributové tabulce, zobrazovat značky u prvků v mapě atp.  
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Viditelnost jednotlivých vrstev lze upravovat pomocí symbolu oka, který se interaktivně 

objevuje v pravé části záložky vrstvy po najetí kurzoru myši na záložku s názvem vrstvy. 

 
 

Samotnou atributovou tabulku vrstvy lze otevřít kliknutím na tři vodorovně vedené tečky vedle 

názvu vrstvy v panelu „Vrstvy“ a výběrem možnosti „Zobrazit tabulku“.  

 

Pokud je potřeba přidat do mapy další vrstvu, zvolí se v záložce „Vrstvy“ možnost „+ Přidat 

vrstvu“. V nabídce, která se objeví, je nyní potřeba rozkliknout nápis „Můj obsah“ a vybrat 

umístění, z nějž má být vrstva nahrána, tedy např. „Mé skupiny“. Tím se zobrazí veškeré 

podklady, které jsou v daném umístění k dispozici, a lze je přidat. Zvolit lze např. 

„Ujmy_polygony“ a u spodní části obrazovky kliknout na „Přidat do mapy“.   

 

 
 

Protože mají obě vrstvy stejnou symbologii a v mapě splývají, v seznamu vrstev lze vybrat jednu 

z vrstev a v již zmiňovaném bílém panelu na pravé straně obrazovky, v záložce „Styly“, po 

kliknutí na „Možnosti stylu“, upravit zobrazení a změnit např. barvu vrstvy.  
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Pokud se vrstvy překrývají a nevyhovuje pořadí, v jakém se vrstvy na sobě zobrazují, je v panelu 

„Vrstvy“ možné levým tlačítkem myši některou vrstvu chytit a přetáhnout ji nahoru či dolů, aby 

se zobrazovala jako první, nebo aby byla posunuta pod ostatní vrstvy.   

 

Existuje také možnost některou vrstvu skrýt. To lze provést posunutím kurzoru myši na název 

vrstvy, čímž se vpravo od něj objeví symbol oka. Kliknutím na toto oko se vrstva skryje, 

případně znovu zobrazí.  

 

Zobrazení informací o nějakém konkrétním prvku v mapě je možné kliknutím levého tlačítka 

myši např. na požadovaný polygon. U něj se otevře okno s informacemi o polích uvedených 

v atributové tabulce prvku.  

 

V bílém panelu u pravé strany obrazovky je umístěno ještě několik dalších nástrojů, které mohou 

být užitečné. Prvním z nich je „Hledat“, představovaný symbolem lupy. Tímto nástrojem lze 

vyhledávat adresy míst. Nástroj „Skica“ umožní vkládání vlastních poznámek a značek do mapy. 

„Měření“ umožňuje měření vzdáleností anebo ploch v libovolných jednotkách. Mezi měřením 

plochy a délky lze přepnout ikonami, které se po vybrání nástroje „Měření“ objeví v pravém 

horním rohu mapy. Ostatní nástroje nejsou příliš důležité, a proto nebudou již dále popsány.  

 

Webová aplikace neumožňuje tak pokročilé možnosti zpracování map, jako desktopové. Slouží 

spíše jen k rychlému nahlížení do map, tabulek a jiných výstupů odkudkoliv a k provádění 

drobných změn. Otevření týchž výstupů, které jsou k vidění v ArcGIS Online je možné 

z desktopového programu ArcMap nebo ArcGIS. Prováděné změny se pak rovnou ukládají do 

vrstev v ArcGIS Online. 

 

Pro lepší orientaci pro klasické uživatele byla v portálu umístěna i klasická rektifikovaná 

porostní mapa. 

 

 
 

3 - Školení/workshop  
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Dva workshopy, během nichž budou představeny možnosti získání nebo pořízení dat, postupy 

odvození zájmových taxačních veličin a vytvořené aplikované výstupy. 

 

Stav zpracování: 100 %  

 

Podrobný popis:  

První workshop byl proveden ve dnech 29. a 30. 11. 2021. Jeho náplní bylo zpracování a 

automatické hodnocení dat, včetně praktického zpracování dat z roku 2021 z oblasti Lužicých 

hor, kde byla vykonána automatická detekce holin pomoci řízené klasifikace metodou SVM 

(Support Vector Machine). Významná část workshopu byla také dedikována možnostem a 

logistice měření požadovaných hodnot na územi Lužických hor. 

Druhý workshop byl realizován 19. 12. 2022. Workshop se zaměřoval na metody odhadu 

porostních veličiny pomocí plošné metody (ABA), zejména na odvození prediktorů, jejich výběr 

pomocí objektivních statistických postupů a tvrobu predikčních modelů.  

 

 

 

 

 

 

Program workshopu: 
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Obrázek 3 Průběh workshopu v prosinci 2022. Ing. Patočka vysvětluje základy modelování odhadu zásob z dat DPZ 

 

 

5 PLÁNOVANÉ PRACOVNÍ BALÍKY  

 

Průběh projektu je rozdělen do několika oblastí, které jsou označeny jako pracovní balíky neboli 

podprogramy (PP). 

 

 PP1 - sběr a získávání dat 

 

PP 1 je zaměřen na zajištění jak stávajících, tak kontinuálních podpůrných dat k tvorbě LHP. 

Stávající data jsou volně dostupná data mapování lesních porostů a jejich změn, konkrétně 

detekce těžeb, růstové fáze a lesní dřeviny.  

 

V rámci PP1 byla získána letecká data a pozemní kalibrační data. Kapitola popisuje vybrané 

území případových studií Podkrkonoší a Lužické hory a pořízení leteckých snímků a dat 

leteckého laserového skenování na daných územích. Dále je uveden popis metod sběru 

pozemních dat na kalibračních plochách.  

 

V tomto balíku budou probíhat následovné aktivity: 

 

• Výběr předmětného LHC v součinnosti s LČR, syntéza historických dat DPZ (existující letecké 

snímky pořízeny LČR), LHP a LHE a data z ÚHUL 
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Jako potenciální studijní oblasti pro realizaci projektu byly na základě dlouhodobějšího dialogu 

vybrány oblasti: Podkrkonoší (zájmové území Mostek) a Lužické hory. 

 

  

Obrázek 4 Zájmové území Mostek: poloha zájmového území (vlevo), ukázka multispektrálního snímku v nepravém barevném 
zobrazení (vpravo). 

Zájmové území Mostek 

 

K zájmové oblasti Mostek byla jednáním s dodavatelskou firmou získána data leteckého 

snímkování, ukázka snímku v nepravých barvách zahrnující blízký infračervený (NIR) kanál je 

na obrázku vpravo. Snímky byly dodány fyzicky řešiteli až v prosinci, takže v této chvíli probíhá 

jejich zpracování, pak bude následovat vyhodnocení a na jaře 2022 doplnění pozemním 

kalibračním šetřením.  

 

V této části projektu jsou také hodnocena již stávající data leteckého fotogrammetrického a 

leteckého laserového skenování pro hodnocení holin. Tady je cílem zejména popsat rozdíly mezi 

těmito mračny a jejich potenciální vliv na hodnocení a měření holin. Je zde také ve spolupráci 

s Ústavem pro hospodářskou úpravu lesů (ÚHÚL) hodnocena metodika satelitní detekce holin a 

dalších indikátorů.  

 

 

• Průběžné získávání dat v průběhu projektu pomoci UAV (letecký snímek) 

 

Tato data byla získávána průběžně od jara 2022.  

UAV snímkování bylo provedeno bezpilotním letounem s fixními křídly senseFly eBee Plus, 

který byl vybaven RGB kamerou senseFly S.O.D.A a diferenciálním RTK/PPK GNSS 

přijímačem. UAV eBee Sense Fly je letadlo s pevnými křídly a umožňuje na jeden let 

nasnímkovat až 150 ha z výšky 120 metrů.  Letecké mise byly plánovány v software eMotion v 

letové výšce 120 m nad digitálním modelem terénu s podélným překryvem snímků 80 % a 

příčným překryvem snímků 65 %. Polohy pořízených snímků byly zpřesněny postprocesně 

pomocí diferenciálních korekcí z virtuální referenční stanice vytvořené ze stanic v rámci sítě 

CZEPOS, čímž bylo dosaženo výsledné přesnosti polohy 3-5 cm. Snímky pak byly zpracovány v 

softwaru Agisoft Metashape do podoby bodového mračna, digitálního modelu povrchu a 

ortofotomozaiky. Bodové mračno bylo normalizováno podle digitálního modelu reliéfu 4. 

generace, tzn., absolutní výšky bodů byly převedeny na relativní. 
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Obrázek 5 Ortomozaika zájmového území Mostek pořízená pomocí senseFly eBee Plus. 

Data s vyšší úrovní detailu byla pořízena pomocí bezpilotního letadla Phantom 4 Pro pouze na 

části zájmového území. Při letu ve výšce 100 m nad terénem s podélným překryvem 95 % a 

příčným překryvem 75 % a bylo dosaženo vysoce detailní ortomozaiky s GSD (ground sample 

distance) 2.7 cm. Nevýhodou použití letadla s rotačním křídlem je omezený prostorový rozsah 

pokrytého území. Pro získání dat uvedeného rozsahu bylo potřeba celkem 9 letů o celkové délce 

přibližně 200 minut. 

 

 
Obrázek 6 Orthomozaika ze snímků pořízených pomocí UAV Phantom 4 Pro  
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• Založení sítě pozemních zkusných ploch pro modelování zásob a dalších taxačních veličin 

 

Pro co nejpřesnější odhad porostních charakteristik je zcela stěžejní volba dostatečného počtu 

zkusných ploch a také jejich variabilita z hlediska druhové, věkové a prostorové struktury 

lesních porostů. V případě provedené studie bylo nejprve zvoleno rozmístění zkusných ploch v 

pravidelném gridu 300x300 m. Tento způsob však nezajistil dostatečnou variabilitu ploch, a 

proto byla následně síť validačních ploch založena pomocí stratifikovaného výběru, kdy strata 

byly vytvořena podle převažující dřevinné skladby a vývojových fází porostu.  

 

Celkem bylo takto vybráno a zaměřeno 68 kruhových zkusných ploch a poloměru 12,62 m. 

Prostorové rozlišení rastrů taxačních veličin musí odpovídat výměře zkusné plochy. V případě 

větší výměry zkusné plochy by vznikala větší chyba u pixelů na hranicích lesa, respektive holiny 

a v případě nižší výměry by měla větší vliv chyba zaměření středů zkusných ploch pomocí 

GNSS.  

 

 

 
Obrázek 7 Síť validačních ploch na zájmovém území 

 

Terénní sběr kalibračních dat probíhal v červenci a srpnu 2022. 

Střed každé zkusné plochy byl zaměřen pomocí RTK GNSS přijímače připojeného do sítě 

Trimble VRSNow. Středy zkusných ploch byly v terénu vyznačeny dřevěnými kolíky. Přesnost 

zaměření polohy pod korunami stromů je závislá na aktuální konstelaci družic, a především na 

celkovém výhledu na oblohu. Při hustém korunovém zápoji a také v lokalitách stíněných 

okolním reliéfem (např. hluboká údolí) dochází ke snížení přesnosti určení polohy až na 

jednotky metrů. Nepřesné určení polohy může mít za následek zahrnutí jiných bodů do výpočtu 
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metrik než bodů, které odpovídají stromům měřených na zkusné ploše. To je rizikové zejména u 

hraničních stromů. Ve většině případů však bylo dosaženo přesnosti na 5-10 cm.  

 

Zkusné plochy o poloměru 12,62 m byly vytyčeny pomocí ultrazvukového dálkoměru Haglöf 

xScape. Stromy spadající do plochy byly číslovány křídou a následně zaměřeny jejich výčetní 

tloušťky průměrkou ve dvou na sebe kolmých osách a následně výšky pomocí výškoměru 

TruPulse 360. Měření výšek stromů bylo provedeno vždy 2x z jiného místa a výsledek byl 

následně zprůměrován. Měřené hodnoty byly zapisovány do terénního počítače.  V porostech 

nad 80 let byly na zkusné ploše měřeny všechny výšky a tloušťky a zaměřeny pozice stromů. V 

porostech mezi 60 a 80 let věku byly měřeny všechny výšky a tloušťky. V porostech do 60 let 

byla odhadnuta střední tloušťka, střední a horní výška. Střední tloušťka byla odhadnuta pomocí 

metody desetistromové plochy s využitím Weissova pravidla pro odhad střední tloušťky. 

Z nejbližších 10 stromů byl vybrán 6. nejtenčí (tj. 5. nejtlustší) strom; změřená tloušťka tohoto 

stromu byla považována za střední tloušťku na ploše. Střední výška byla odhadnuta pomocí 

aritmetického průměru změřených výšek tří náhodně vybraných stromů, jejichž tloušťka 

přibližně (± 2 cm) odpovídala střední tloušťce. Horní výška byla odhadnuta jako aritmetický 

průměr několika (3-5) nejtlustších stromů v ploše. Zásoby dřevní hmoty každé zkusné plochy 

byly vypočítány pomocí objemových rovnic Petráše a Pajtíka (Petráš, R., Pajtík, J. 1991. Sústava 

česko-slovenských objemových tabuliek drevín. Lesnícky časopis. 37. 49-56.); v případě ploch 

do 60 let metodou taxačního odhadu s využitím taxačních tabulek. 

 

 

 
Obrázek 8 Tým obou univerzit při terénním měření v oblasti Mostek září 2022 
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Zájmové území Lužické hory 

 

Předmětem projektu je prostorová analýza porostů zasažených kůrovcovou kalamitou pomocí 

prostředků dálkového průzkumu Země na území CHKO Lužické hory a PR Pavlínino údolí s 

cílem provést výpočet zásob dřevní hmoty z vybraných lesních fragmentů na tomto území.  

Lesní fragmenty musely být na dotčeném území postiženém kůrovcovou kalamitou ponechány 

na základě podmínek stanovených orgánem ochrany přírody v rozhodnutí č.j. SR2530/LI/2020-

10 ze dne 10.2.2021. Nuceně ponechané porosty nebo jejich části by byly za normálních 

okolností odtěženy. Výstup projektu bude použit jako podklad pro efektní určení finanční výše 

náhrady újmy vzniklé omezením lesního hospodaření ve smyslu § 58 zákona č. 114/1992 Sb.  ve 

znění pozdějších předpisů. Lesy ČR, s. p.  jako subjekt s právem hospodařit k dotčeným 

pozemkům ve vlastnictví ČR potřebuje znát výši těchto újem, která se odvíjí od vypočtených 

zásob dřevní hmoty v těchto ponechaných plochách 

Na zájmovém území došlo v prosinci 2021 ve spolupráci s externí firmou k fotografickému 

nasnímání a k laserovému naskenování celého území z letadla. Z leteckého snímání pak vznikly 

dva primární produkty: fotogrammetrické a laserové bodové mračno. 

Terénní sběr kalibračních dat probíhal na dotčeném území v prosinci 2021 a lednu 2022.  

V prosinci 2021 byla elektronickými průměrkami měřena část porostů v dotčeném území – 

především to byly kulisy, tvořené hlavně odumřelými smrky, ponechané za účelem rozčlenění 

holin na přípustné rozměry a za účelem podpory rozvoje biodiverzity. Jejich umístění bylo 

viditelné z aktuálních leteckých snímků, případně byli měřiči na jejich umístění odkázání 

zdejšími pracovníky. Zároveň byly přímo na místě zaznamenány GPS pozice hranic měřených 

ploch do aplikace Collector for ArcGIS (dále v textu bude použito pro tuto polygonovou vrstvu 

označení Polygony). 

Průměrkováním naplno byly získány údaje o výčetní tloušťce v prsní výšce (DBH) všech stromů 

horní etáže (včetně vývratů) zvlášť pro každou plochu, přičemž se nerozlišoval dřevinný druh. 

Informace o dřevinné skladbě měřených porostů i o případném zmlazení byla zapisována do 

poznámky k jednotlivým plochám. Důležité bylo shodné označení měřené plochy v průměrkách i 

v aplikaci, aby mohlo dojít k úspěšnému spárování a správné lokalizaci měřených dat. Celkem 

došlo k zaměření 108 ploch v 76 různých JPRL o celkové výměře 199,28 ha. 

V lednu 2022 byly pro všechny zaměřené plochy doměřovány výšky stromů pro tvorbu 

výškových křivek a výpočet zásob jednotlivých kulis, a to za pomocí laserového a 

ultrazvukového výškoměru značky Vertex. Měřeny byly všechny zastoupené tloušťkové stupně, 

přičemž u nejzastoupenějších se jednalo o 5 až 7 stromů, u méně zastoupených tloušťkových 

stupňů to bylo úměrně méně. V případě výskytu více ploch v rámci jedné JPRL byly výšky 

měřeny společně pro celou JPRL, celkem tak došlo ke sběru dat pro 76 výškových křivek.  

Pro kulisy, které byly podrobeny měření DBH a výšek, byla sestavena výšková křivka a dle ní 

následně vypočtena zásoba, sloužící jako model pro metodu založenou na dálkovém průzkumu 

Země.   
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Výšková křivka byla vytvořena porovnáním skutečné změřené výšky s výškou vyrovnanou 

pomocí Michajlovovy výškové funkce. Pomocí vyrovnávací funkce, která vznikne z dat o 

stromech se změřenou výškou i tloušťkou, lze dopočítat pravděpodobnou hodnotu výšky i pro 

stromy, u nichž je známa tloušťka, ale nebyla měřena jejich výška. Po dopočtení vyrovnaných 

výšek pro tyto stromy jsou poté známy oba parametry u všech stromů v zájmové oblasti potřebné 

pro výpočet zásoby. Ten probíhá podle vzorce ČSOT pro výpočet objemu dříví smrku. Sečtením 

všech objemů stromů v daném území vyjde celková zásoba a celý postup se opakuje i pro další 

zájmová území. 

 

 PP2 - zpracování dat, analýza a hodnocení různých úrovní výstupů 

 

PP 2 je zaměřen na postupy automatické a poloautomatické analýzy dat z PP 1. Cílem je 

vytvoření, zhodnocení a popsání postupů získání jednotlivých taxačních veličin od definice 

hranic JPRL, přes výšku porostů, výčetní tloušťku dřevin apod. až po určení zásoby. 

 

Kapitola popisuje použité metody automatické detekce holin založené na rozdílovém rastru 

normalizovaného digitálního modelu povrchu a následných technikách vylepšení hranic 

automaticky vylišených objektů. Dále jsou zde popsány postupy odhadů taxačních veličin 

z trojrozměrných dat leteckého laserového skenování. Využity jsou metody plošného přístupu 

zjišťování taxačních veličin založené na statistickém regresním vztahu mezi charakteristikami 

trojrozměrných dat a požadovanými taxačními veličinami. 

 

V PP2 budou vyvinuty a popsány následující postupy, které budou validovány na kontrolních 

plochách: 

 

• Automatická detekce holin z nDSM, případně přímo z dostupných leteckých nebo UAV snímků 

 

Detekce holin je obecně možná třemi základními postupy, a to: klasifikací bodového mračna a 

následnou rasterizací, rozdílovou analýzou normalizovaného digitálního modelu povrchu 

(normalized digital surface model – nDSM) z různých zdrojů a klasifikací rastru. Pro první dva 

případy je nutné mít k dispozici 3D informaci, a to buď z laseru anebo fotogrammetrie. Tato data 

jsou pro předmětná území zpracovávána a probíhá vyhodnocení jejich shodnosti na modelovém 

území ŠLP Kostelec nad Černými Lesy. V průběhu řešení projektu se ze strany zadavatele 

objevil požadavek na doplnění metodiky o možnost 3 (klasifikaci rastru) v prostředí Erdas, 

kterým zadavatel disponuje, toto bude v metodice zahrnuto.  

 

Z leteckého snímání pak vznikly dva primární produkty: 

- z mozaiky jednotlivých fotografických snímků bylo fotogrammetrickými metodami 

vytvořeno 3D bodové mračno, kde jednotlivé body s parametry x, y, z tvořily síť bodů 

v souřadnicích x, y a s nadmořskou výškou z. Toto mračno bylo následně zjednodušeno do 

2D rastrové podoby, kde výškový rozměr z tvoří atribut jednotlivých buněk. Velikost buňky 

byla zvolena na 1 m2 (tedy buňka o hraně 1 m). V případě, kdy na jednu buňku připadalo 

více bodů bodového mračna (a tedy více různých hodnot výšky), byla hodnota buňky 

vypočtena jako průměr těchto hodnot. Pro tuto rastrovou vrstvu, představující digitální 

model povrchu (digital surface model – DSM) z fotogrammetrických dat je dále používáno 

označení DSM_Foto. 



Projekty Grantové služby LČR 

“Metodika rychlého a levného získávání dat pro kalamitní území pomocí moderních metod Dálkového průzkumu 

Země” 

26 

 

- z dat laserového skeneru vzniklo rovněž 3D bodové mračno; samotný laserový skener 

umístěný na letadle zaznamenával vždy poslední odraz, tzn. že výsledná data zachycují vždy 

minimální nadmořské výšky v trase daného paprsku. I tato data byla posléze pro další 

analýzy zjednodušena do rastrové podoby se stejnými parametry jako u fotogrammetrického 

rastru – tedy do buněk o velikosti 1 m2 – a v případě více bodů připadajících na plochu jedné 

buňky má výsledná nadmořská výška hodnotu průměru výšek. Pro tuto rastrovou vrstvu 

představující DSM z laserových dat je dále používáno označení DSM_Laser. 

Pro tvorbu výškového modelu korun (CHM – canopy height model) bylo zapotřebí znát vedle 

celkové nadmořské výšky buněk DSM_Foto, resp. DSM_Laser také nadmořskou výšku 

samotného reliéfu bez vegetačního pokryvu. K tomu posloužila data z digitálního modelu reliéfu 

5. generace (DMR 5G) od Českého úřadu zeměměřického a katastrálního (ČÚZK). Originální 

data jsou tvořena opět jednotlivými body s parametry x, y, z. Interpolací bodů DMR 5G vznikla i 

v tomto případě rastrová podoba dat, kdy velikost buňky byla opět nastavena na hodnotu 1 m2. 

Pro tuto rastrovou vrstvu dat DMR 5G je dále používáno označení DMR5G. 

 

Vrstva CHM poté vznikla početními operacemi s rastry: 

CHM_Foto = DSM_Foto – DMR5G, resp. 

CHM_Laser = DSM_Laser – DMR5G; 

kde u obou je výsledná hodnota buněk vždy rozdílem mezi hodnotou dané buňky ve vrstvě 

DSM_Foto, resp. DSM_Laser, a hodnotou dané buňky ve vrstvě DMR5G. 

 

Vrstva CHM_Foto velmi dobře zachycuje zapojené porosty, ale solitérní stromy na holinách 

nebo některé porosty tvořené štíhlými listnatými stromy (při snímání v prosinci byly neolistěné a 

často bez výraznějšího rozvětvení) bohužel nezobrazil korektně. Oproti tomu laserový paprsek (a 

z něj vycházející vrstva CHM_Laser) tyto solitéry i štíhlejší listnaté porosty detekovat dokázal. 

Princip odrazu laserového paprsku však přinesl problematičtější kvalitu dat v oblasti zapojených 

porostů, kde stačila i menší mezera v korunovém zápoji, kudy se paprsek dostal až k zemskému 

povrchu, a i jinak zapojený porost tak je na výsledném rastru velmi perforovaný. 

 Jelikož obě vrstvy (CHM_Foto i CHM_Laser) se především ve zmíněných oblastech 

velmi vhodně doplňují (CHM_Foto doplňuje perforované zapojené porosty CHM_Laser, solitéry 

CHM_Laser zase doplňují prázdná místa u CHM_Foto), došlo před dalšími analýzami ke 

sloučení obou rastrových vrstev do společné, pro kterou bude dále používáno označení CHM. Do 

každé buňky byla zapsána vždy vyšší hodnota z buněk obou původních vrstev, čímž došlo 

k odstranění jejich nedostatků. 

Obecně se dá říci, že fotogrammetrie dává dobré výsledky u plošších objektů s výraznou 

texturou, v našem případě zejména u korunového zápoje nebo terénu nezastíněného vegetací. U 

zapojeného olistěného porostu je výsledkem kvalitně zrekonstruovaný horní povrch zápoje. 

Naopak problematická je rekonstrukce objektů s malými plochami s velkými výškovými rozdíly, 

jako jsou zmíněné solitérní stromy, zejména neolistěné, a porosty listnatých stromů mimo 

vegetační sezónu. Laserová data dobře popisují strukturu v celém výškovém profilu porostu 

(terén, podrost, hlavní zápoj), avšak samotný korunový zápoj není rekonstruován tak kvalitně 

jako v případě fotogrammetrie. Kombinace obou metod eliminuje nevýhody každé z metod a 

poskytuje uspokojivé výsledky v popisu výšek korun v CHM. 

 Na počátku února pak byla ve spolupráci s revírníky dotčených oblastí zpracována 

polygonová vrstva (dále je použito označení Ujmy_2021), která obsahuje na základě přímých 

požadavků revírníků přesný zákres polygonů, pro něž má být vypočtena zásoba pro stanovení 

újem.  
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 Pro další analýzy pak došlo k využití pozemním průzkumem naměřených dat na vrstvě 

Polygony a podle ohraničení těmito plochami i příslušných částí rastru CHM, které posloužily 

jako kalibrační a validační pro správné nastavení výpočetního modelu. Podle něj byly následně 

napočítány zásoby pro vrstvu Ujmy_2021, opět za pomocí příslušných částí rastru CHM.  

 

Problémem automatického vylišení holin může být to, že nesprávně identifikuje holiny (tzv. 

false positive chyba) na místech, která ve skutečnosti za holinu nepovažujeme. Popsaná metoda 

identifikuje všechny oblasti s nulovou výškou (resp. výškou nižší než definovaná prahová 

hodnota) zápoje, například rozšíření lesních cest, v zákrutách a křižovatkách, průseky, linky, 

porostní mezery vzniklé nejrůznějšími vlivy. Takovéto nesprávně identifikované polygony holin 

se typicky vyznačují málo kompaktním tvarem a dají se eliminovat na základě pravidla 

využívajícího parametr kompaktnosti, tzv. compactness, vypočítaného na základě poměru 

obvodu k ploše polygonu. Na následujícím obrázku jsou modrou barvou vyznačeny všechny 

kandidátské polygony, které měly vysoký poměr obvodu vůči ploše a jejich celková výměra 

nepřesáhla 0.01 ha. Takové polygony byly následně vymazány.  

 

 
 

Dalším problémem, je samotný tvar vylišených holin. Přestože jsou geometricky a polohově 

správně, pro lidského pozorovatele může jejich tvar působit zvláštně a například v obrysových 

mapách většího měřítka by se jejich tvar stal nečitelným. Z toho důvodu je nutné provést 

generalizaci tvaru automaticky vylišených polygonů.  

 

Generalizace a zpřehlednění automaticky vylišených plošek musí vyřešit dva problémy viditelné 

na předcházejícím obrázku. Za prvé je potřeba uzavřít díry v polygonech. Díry nejčastěji 

představují výstavky ponechané na holině při těžbě, nebo jednotlivě stojící stromy, okolo nichž 

byl odstraněn mateřský porost. Pro odstranění děr je možno použít funkci close hole, která se 

používá při rastrové analýze. Pro tento výstup byla využita funkce aggregate polygons.  

 

Druhým krokem procesu generalizace polygonů je zjednodušení hranic polygonů. Cílem 

zjednodušení tvaru polygonů je vytvoření geometricky přesných a přirozených tvarů holin, které 

mohou být zaneseny do mapy. Existuje několik metod generalizace polygonů, v rámci aktivit 

projektu byla provedena analýza vhodnosti různých algoritmů a optimalizace parametrů pro 

tvorbu generalizovaných hranic polygonů holin. Analýza byla provedena na případových datech 

z ŠLP Kostelec nad Černými lesy, odkud je k dispozici časová řada leteckých dat a dostatečný 

počet vzniklých holin zanesených v LHP.  
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Analýza algoritmů generalizace polygonů 

 

Data z leteckého laserového skenování (LLS) byla zpracována v programovacím prostředí 

Anaconda, v programovacím jazyku Python. Na práci s laserovými daty slouží knihovna PDAL 

s předpřipravenými příkazy pro jednotlivé analýzy. Pomocí této knihovny byla data vyfiltrována, 

klasifikována a proběhla konverze laserových bodových mračen na rastrová data. 

Následující zpracováni dat probíhalo v softwaru ArcGIS Pro. Pro detekci holin bylo potřebné 

odvodit Canopy Height model (CHM) jako rozdíl digitálního modelu povrchu a digitálního 

modelu terénu.  

Pro hodnocení jsem byl vybrán vzorek polygonů vzniklých holin. Jako validační data byly 

použity tvary holin zakreslené v Lesním hospodářským plánu. Porovnání tvaru holiny vzniklé 

z laserového skenování.a validační holiny zakreslené v LHP je na následujícím obrázku. 

 

Obrázek 9: a) tvar holin identifikován pomocí LLS    b) tvar holin identifikován pomocí LHP 
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V prvním kroku jsme pomocí nástroje Erase odstranili překryv v holinách z LLS z roku 2020 a 

2021 a následně jsme jich pomocí nástroje Merge spojili. Holiny vzniké v jednotlivých letech 

nebyly hodnoceny zvlášť, protože v LHP byly zakreslené kumulované holiny podle stavu roku 

2021. 

 

Holiny automaticky klasifikované z laserových dat obsahují díry představující jednotlivé stromy 

nebo vegetaci která je vyšší jako stanovená hranice pro klasifikování holin. 

 

 
Obrázek 10: Klasifikované holiny z dat z LLS 

Pro eliminaci děr v holinách byl použit nástroj Eliminate polygon part. Jako vstupní vrstvu jsme 

použili spojené holiny z roku 2020 a 2021. Jako „Condition“ jsme vybrali výměru, která 

odstraňuje části, které jsou menší jako stanovená hodnota. V našem případě byla hraniční 

hodnota 400 m2 . Hodnota byla vybrána na základě pravidla, že jednotky pod 0,04 ha se 

nevylišují. 
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Obrázek 11: Ukázka nastavení parametrů v nástroji Eliminate Polygon Part 

V případě malých polygonů jsme použili nástroj Select by Attribute pro výběr polygonů 

s výměrou větší jako 0,04 ha. Tuto vrstvu jsme následně vyexportovali. Takto upravené 

polygony holin byly připravené na další analýzy. 

Na úpravu tvaru holin jsme použili nástroj Simplify Polygon. Tento nástroj slouží pro 

zjednodušení polygonů odstraňováním přebytečných vrcholů. Pomocí tohoto nástroje jsme 

upravovali tvar holin z LLS aby se co nejvíc přiblížili holinám zakreslených v LHP. 

Jako vstupní vrstva byla použitá vrstva odstraněním děr v polygonech s výměrou přesahující 

registrační hranici.   

V software ArcGIS Pro existují čtyři typy algoritmů pro zjednodušení polygonu. Prvním je 

„POINT_REMOVE“ nebo také nazývaný i Douglas – Peucker algoritmus. Tento algoritmus 

funguje na principu snižování počtu bodů a zanechává body, které jsou podstatné pro tvar 

mnohoúhelníku. Druhým algoritmem je „BEND-SIMPLIFY“ nebo Wang – Müller algoritmus. 

Tento algoritmus eliminuje nevýznamné ohyby. Třetím algoritmem je „WEIGHTED_AREA“ 

nebo také Zhou-Jones algoritmus, který identifikuje pro každý vertex efektivní plochy 

trojúhelníků. Tato efektivní plocha je vážená tvarem trojúhelníku. Posledním algoritmem 

zjednodušení je „EFFECTIVE_AREA“ nebo Visvalingam-Whyatt algoritmus. Algoritmus 

identifikuje trojúhelníky s efektivní plochou a na základě toho odstraňuje vrcholy pro 

zjednodušení obrysu mnohoúhelníku ale za podmínky zachování charakteru tvaru 

mnohoúhelníků. 

V našem případě jsme se pro hodnocení a úpravy tvaru holin rozhodli pro Douglas-Peuckerův 

algoritmus, který je nejpoužívanějším algoritmem v digitální kartografii na úpravu a 

zjednodušení polygonů. Nastavení parametrů v nástroji Simplify Polygon je zobrazeno na 

obrázku.  
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Obrázek 12: Nastavení parametrů nástroje Simplify Polygon 

 

Následující obrázek porovnává výstup funkce Simplify polygon s původním zkompaktněným 

polygonem detekované holiny. 

 

 

Obrázek 13: a) Holiny klasifikované z LLS s uvnitř uzavřenými polygony b) polygon holin zjednodušení pomocí nástroje Simplify Polygon) 
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Kromě nastavení algoritmu zjednodušeni umožnuje nástroj Simplify Polygon také nastavení 

tolerance zjednodušení. Při Douglas-Peuckerovém algoritmu to znamená nastavení maximální 

přípustné kolmé vzdálenosti mezi každým vrcholem a nově vytvořenou přímkou.  

Na zjištění, jaká tolerance zjednodušení bude nejvhodnější jsme otestovali vzdálenost od 0,5 m 

do 5 m po hodnotách s rozdílem 0,5 m, od 5–10 m to byli hodnoty s rozdílem 1 m, od 10-100 m 

hodnoty s rozdílem 5 m a od hodnot 100-1000 byl rozdíl 100 m. 

Kvalitu zjednodušení jsme hodnotili pomocí tzv. chybových matic. V našem případě jsme 

použili chybu z nesprávného zařazení (commission error) a chybu z opomenutí (omission error). 

Chyba z nesprávného zařazení zjednodušeně znamená, že my jsme území klasifikovali jako 

holinu, ale v realitě podle LHP by to holina být neměla. Chyba z opomenutí znamená, že území 

je v LHP zakreslené jako holina ale my jsme ji jako holinu neklasifikovali.  

Na hodnocení chyb jsme vytvořili přes námi vybrané území holin pravidelnou čtvercovou 

bodovou síť o rozestupech 3 m. Území holin zakreslených podle LHP obsahovalo přes území 

2744 bodů (obrázek 6).  

 
Obrázek 14: Bodová síť na polygonech holin zakreslených v LHP 

 

Pro hodnocení chyby z nesprávného zařazení jsme vytvořili vrstvu bodů, která obsahovala jenom 

body, které jsme my jako holinu z LLS dat identifikovali jako ve skutečnosti podle dat z LHP 

holina není (obrázek 7).  
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Obrázek 15: Chyba z nesprávního zařazení. Vrstva holiny_LHP_min charakterizuje holiny podle LHP a vrstva 

holiny_min_SP_DP_5_com zobrazuje chybu z nesprávního zařazení. 

Následně jsme při hodnocení chyby z opomenutí vytvořili podobnou bodovou vrstvu, která ale 

obsahovala body, které by podle vrstvy LHP jako holiny být klasifikované měli ale my jsme jich 

nenašli (obrázek 8).  

 
Obrázek 16: Chyba z opomenutí. Vrstva holiny_min_SP_DP_5 zobrazuje holiny klasifikované pomocí LLS.Vrstva 

holiny_min_SP_DP_5_omi zobrazuje chybu z opomenutí a vrstva holiny_LHP_min zobrazují vrstvu holin zakreslených v LHP 
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Takové bodové vrstvy, jaké jsou zobrazeny výše, na hodnocení chyb, jsme vytvořili pro každou 

námi zvolenou toleranci zjednodušení.  

Ve výsledku nám nejnižší hodnota pro chybu z nesprávního zařazení vyšla pro zvolenou 

toleranci 5 m a nejnižší hodnota pro chybu z vynechání pro zvolenou toleranci od hodnoty 35 m 

po hodnotu 1000 m. Při téhle nejnižší hodnotě chyby z vynechání je ale hodnota chyby 

z nesprávního zařazení nejvyšší. Součet chyb je nejmenší při toleranci 5 m.  

 

 
Obrázek 17 Vliv parametru tolerance na chyby omission/comission. 

 

Tato analýza hodnotí vytvořené polygony hodnot na základě správnosti, kdy kritériem byly 

plošné chyby z nesprávné klasifikace. Dalším aspektem je ale samotný tvar holiny. Vyhodnocení 

tvarového aspektu holin vyžaduje sadu dalších kritérií a další zkoumání problému. 

 

 

• Doplnění volně dostupných zdrojů pomocí kombinace ortomozaiky a laserových dat 

 

Ve spolupráci s ÚHÚL jak již bylo zmiňováno, jsou rozpracovány možnosti využití a analýza 

přesnosti produktů, dostupných veřejně. Po zpracování projektových dat, bude navrhnuta a 

popsána možná syntéza těchto produktů.  

 

• Automatický výpočet taxačních veličin z výškové mapy korun (CHM), případně přímo z 

laserových bodových mračen 

 

 

Taxační veličiny lesních porostů je možné odvodit pomocí dvou odlišných přístupů: 1) detekce 

individuálních stromů (ITD – Individual Tree Detection), nebo 2) plošný přístup (ABA – Area 

Based Approach).  
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Přístup detekce individuálních stromů je založen na (semi)automatické segmentaci bodového 

mračna na bodové struktury reprezentující jednotlivé stromy, případě segmentaci rastrů 

(nejčastěji CHM) do polygonů odpovídajících vertikálnímu průmětu korun jednotlivých stromů. 

Segmentační algoritmy jsou nejčastěji založeny na detekci vrcholů jednotlivých stromů a 

výškových depresí mezi korunami sousedních stromů v bodových i rastrových výškových 

datech. Odlišným přístupem je kvantifikace lokální hustoty bodů v bodovém mračnu v případě 

bodových mračen vyšších hustot, případně sledování vertikální návaznosti polygonů odvozených 

z výsledků shlukové analýzy bodů ve horizontálních vrstvách, existují i další pokročilejší 

postupy. Výsledkem segmentace jsou bodové reprezentace jednotlivých stromů, z nichž lze 

snadno zjistit pozice, výšky a průměty korun jednotlivých stromů. Další veličiny jako tloušťky 

nebo zásoby jsou pak odvozeny na základě alometrických vztahů parametrizovaných pomocí dat 

kontrolních ploch. Metoda ITD je poměrně spolehlivá u vzrostlých porostů s pravidelnou 

strukturou, zejména v případě dostupnosti dat s velkou úrovní detailu; v hustých porostech 

složených ze stromů různých výšek v nepravidelných vzdálenostech může být metoda náchylná 

na chyby z nesprávně identifikovaných stromů. 

Plošný přístup je založen na charakterizování celé plošné jednotky, kterou může být např. 

jednotka prostorového rozdělení lesa (porostní skupina) nebo buňka pravidelné sítě jedinou 

reprezentativní hodnotou dané taxační veličiny. Plošný přístup využívá regresní analýzu (lineární 

model, zobecněný lineární model) pro kvantifikaci vztahu mezi cílovými taxačními veličinami a 

různými metrikami odvozenými z bodových nebo rastrových dat, charakterizujících různé 

aspekty geometrie bodových mračen nebo spektrálních vlastností bodů získaných na kontrolních 

plochách. Zjištění taxačních veličin pomocí plošného přístupu probíhá ve dvou krocích:  

 

V prvním kroku jsou odvozeny metriky charakterizující dálkově sebraná data na kontrolních 

plochách. Tyto metriky budou sloužit jako potenciální prediktory modelu. Mezi nejdůležitější 

metriky patří zejména výškové charakteristiky bodů v bodových mračnech, resp. buněk v CHM, 

jako např. kvantily, rozsah, průměr, variabilita a další popisné statistiky rozdělení výšek 

(špičatost, šikmost rozdělení apod.); dále o popisné charakteristiky rozdělení spektrálních údajů, 

ať už jde o hodnoty jednotlivých kanálů RGB – viditelné kanály červený, zelený, modrý, NIR – 

blízký infračervený), nebo hodnoty spektrálních indexů (např. NDVI – normalized difference 

vegetation index, normalizovaný diferenční vegetační index); v případě laserových dat další 

charakteristiky rozdělení intenzit nebo pořadí odrazů. Regresní analýzou, která může zahrnovat 

statistický výběr vhodných prediktorů pomocí tzv. stepwise metody, jsou odvozeny modely 

nejlépe predikující změřené hodnoty cílových taxačních parametrů na kalibračních plochách. 

Kvalita odvozeného modelu je vyjádřena tzv. koeficientem determinace (R2 nebo R-squared), 

vyjadřujícím na stupnici 0 až 1 relativní podíl systematické složky závisle proměnné neboli podíl 

modelem vysvětlené (modelované) variability závisle proměnné. Koeficient determinace 

odvozených modelů, spolu s výsledkem analýzy rozptylu ověřujícím statisticky významnou 

rozdílnost kvality mezi jednotlivými modely, je tak kritériem pro výběr finálního regresního 

modelu, resp. výběru použitých prediktorů. 

 

V druhém kroku jsou potřebné metriky dálkově sebraných spočítány na celém rozsahu 

zájmového území. Odvozené prediktivní regresní modely jsou pak aplikovány na metriky na 

celém rozsahu zájmového území pro predikci cílových veličin na všech plošných jednotkách 

zájmového území. Výsledkem je pak odhad cílových taxačních parametrů v každé plošné 

jednotce celého území. 
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 PP3 - tvorba aplikovaných výstupů, syntéza pozemních a DPZ dat 

 

PP 3 je zaměřen na tvorbu aplikovaných výstupů založených na metodách a postupech 

vyvinutých a validovaných v PP 2. Odvozené a validované postupy budou aplikovány na celý 

rozsah dostupných dat.  

 

Popis činností provedených v rámci PP3 zahrnuje podrobnou metodiku odvození predikčního 

statistického modelu pro odhad zásoby. Predikční model byl odvozen ze vztahu zjištěných 

hodnot taxačních veličiny na kalibračních plochách a sady prediktorů charakterizujících 

trojrozměrná data a CHM na rozsahu kalibračních ploch. Pro identifikaci relevantních prediktorů 

byla využita stepwise metoda. Jsou zde popsány modely pro predikci základních porostních 

parametrů na zájmovém území Mostek. 

 

Budou vytvořeny následující výsledky: 

 

• Interaktivní online mapa s odvozenými porostními veličinami 

 

Interaktivní mapa byla vytvořena na portálu Fakulty lesnické a dřevařské (FLD) České 

zemědělské univerzity v Praze a je dostupná zadavateli; z důvodu bezpečnosti je přístup do mapy 

chráněn. Přístupová práva byla zadavateli zaslána mimo tuto zprávu.   

 

• Predikční statistický model pro odhad zásoby ze vybraných prediktorů na základě vstupu 

nDSM 

 

Predikční statistický model je konstruován pomocí párových hodnot cílových taxačních veličin 

získaných z terénního šetření a informace odvozené z materiálů postupnou analýzou vztahu 

jednotlivých potenciálních prediktorů k cílové proměnné.  

 

První metodou pro odvození predikčních modelů byl lineární model. Podmínkou použití 

lineárních modelů je jednak normalita reziduí, jednak homoskedasticita, přičemž vzhledem 

k robustnosti metody je mírné narušení předpokladů (tj. mírná heteroskedasticita, rozdělení 

reziduí přibližně symetrické, blízké normálnímu) obvykle akceptováno. Pro biologická data je 

typická silná heteroskedasticita a zároveň mnoho modelovaných taxačních veličin vykazuje 

rozdělení výrazně odlišné od normálního. Mnohé měřené parametry (v některých případech 

tloušťky, zásoby, výšky) mají asymetrické rozdělení, s hodnotami blízko nuly, jejich hodnoty 

jsou však vždy kladné; jejich rozdělení se dá spíše aproximovat rozdělením gama. Veličiny 

představující počty (zejména počty stromů na jednotku plochy) nemohou být aproximovány 

normálním rozdělením z toho důvodu, že mají diskrétní hodnoty, a jejich hodnoty jsou rozděleny 

podle Poissonova rozdělení. Pro modelování takových veličin je potřeba použít metodu 

zobecněných lineárních modelů, která zahrnuje linkovací funkci transformující pozorování 

v závislosti na pozorovaných rozděleních do veličin umožňujících použití metod vyrovnání 

lineárních predikčních modelů. V této studii byly predikovány spojité proměnné, u nichž lze 

předpokládávat normální rozdělení.  

 

Jako potenciální prediktory byla využita sada standardních metrik 3D dat produkovaná 

softwarem pro zpracování LiDARových dat. Pro identifikaci statisticky významných prediktorů 

zásoby z většího množství vypočítaných potenciálních prediktorů byla využita objektivní 

automatická metoda dopředného postupného výběru prediktorů, tzv. forward stepwise metoda. 

Jedná se o iterační přístup, kdy v každé iteraci je do zprvu prázdného (tj. bez prediktorů) modelu 
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přidán ten potenciální prediktor, jehož zahrnutí do modelu má za důsledek statisticky 

nejvýznamnější zlepšení predikční schopnosti modelu. Kritériem pro hodnocení kvality modelu 

je AIC, Akaikeho informační kritérium. Iterační cyklus je ukončen ve chvíli, kdy již není k 

dispozici žádný další prediktor, který by statisticky významně zlepšil lineární model. Slabinou 

stepwise přístupu je výběr prediktorů k dosažení modelu s maximální možnou hodnotou 

koeficientu determinace bez racionálního zhodnocení významu každého použitého prediktoru. 

Důsledkem může být využití tzv. overfitting modelu, kdy model obsahuje nadbytečné množství i 

vzájemně korelovaných prediktorů a dosahuje vysoké úspěšnosti na kalibračních datech. 

Z tohoto důvodu byla pro hodnocení predikční schopnosti modelu vytvořena validační sada. 

Data pozemních ploch byla rozdělena na modelovou (trénovací) a validační sadu v poměru 

80:20. To znamená, že pro hodnocení kvality modelu byla využita zcela nezávislá data, které 

nevstupovala do procesu parametrizace modelu. 

 

Druhou metodou použitou pro tvorbu predikčních modelů byla metoda Random Forest řadící se 

mezi metody strojového učení. Random forest je metoda pro klasifikaci nebo predikci a je 

založená na sestavení definovaného počtu rozhodovacích stromů.   

 

• Popis jednotlivých taxačních veličin a jejich odvození včetně definování kvality (střední 

kvadratické chyby, intervaly spolehlivosti, chybové matice) 

 

Modely pro jednotlivé taxační veličiny na modelovém území Mostek 

 

Na základě změřených dat na jednotlivých plochách byly hodnoceny následující taxační 

veličiny: kruhová základna, horní výška, střední výška, střední tloušťka a zásoba. V následující 

části zprávy uvádíme modely pro bodová mračna z letecké fotogrammetrie a leteckého 

laserového skenování. Kromě samotného tvaru predikčního modelu je uveden výsledek 

hodnocení kvality predikce ve formě průměrné chyby predikce a kvadratické chyby predikce na 

validační sadě. U predikce pomocí Random Forest je uvedeno pouze hodnocení kvality predikce; 

predikční model nelze v tomto případě shrnout do rovnice jako v případě lineárního modelu. 

Tradičním kritériem kvality predikce u lineárních modelů je koeficient determinace (R2). Tato 

charakteristika není relevantní pro predikci pomocí metody Random Forest. Porovnání a výběr 

modelu pro predikci je vhodné provést na základě střední kvadratické (RMSE) chyby 

s přihlédnutím k průměrné chybě. Průměrná chyba vyjadřuje systematickou složku modelu, tedy 

model s kladnou průměrnou chybou nadhodnocuje danou veličinu u validačních dat, model se 

zápornou průměrnou chybou naopak podhodnocuje. Kvadratická chyba ukazuje možnou 

absolutní velikost chyb. Pro výběr modelu doporučujeme využít střední kvadratickou chybu 

predikce taxační veličiny na validačních datech.  

 

Kruhová základna 

 Lineární model  

SfM 
 

Lidar 

Call: 
lm(formula = BA ~ zq80 + pzabove2 + 
zpcum1 + zq75 + zq40 + zkurt +  
    zmean + zq10, data = trainData) 
 
Residuals: 
     Min       1Q   Median       3Q      
Max  
-0.45901 -0.13010 -0.02951  0.13766  
0.58702  

Call: 
lm(formula = BA ~ zmean + pzabove2, 
data = trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max  
-0.8046 -0.1681  0.0000  0.1262  
0.7371  
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Coefficients: 
              Estimate Std. Error t 
value Pr(>|t|)     
(Intercept)  1.390e+03  1.429e+03   
0.973 0.338918     
zq80         3.027e+00  6.787e-01   
4.460 0.000121 *** 
pzabove2    -1.389e+01  1.429e+01  -
0.972 0.339334     
zpcum1      -1.111e-03  5.023e-02  -
0.022 0.982506     
zq75        -2.740e+00  7.441e-01  -
3.682 0.000979 *** 
zq40         1.040e+00  2.023e-01   
5.142 1.88e-05 *** 
zkurt       -1.966e-01  5.385e-02  -
3.650 0.001064 **  
zmean       -1.555e+00  3.880e-01  -
4.007 0.000413 *** 
zq10         3.082e-01  9.091e-02   
3.390 0.002097 **  
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 0.2486 on 
28 degrees of freedom 
Multiple R-squared:  0.8226,
 Adjusted R-squared:  0.7719  
F-statistic: 16.23 on 8 and 28 DF,  
p-value: 1.207e-08 

 

Coefficients: 
              Estimate Std. Error t 
value Pr(>|t|)     
(Intercept) 2623.61914 1216.85641   
2.156   0.0375 *   
zmean          0.07914    0.01414   
5.598 2.02e-06 *** 
pzabove2     -26.22986   12.17021  -
2.155   0.0375 *   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 0.3585 on 
38 degrees of freedom 
Multiple R-squared:  0.455,
 Adjusted R-squared:  0.4263  
F-statistic: 15.86 on 2 and 38 DF,  
p-value: 9.821e-06 

 

Průměrná chyba  
-0.3556235 

 
-0.2026616 

 
Kvadratická chyba  
0.6488289 

 
0.50387 

 

 

Random Forest 
Průměrná chyba  
-0.2100461 

 
-0.19 

Kvadratická chyba  
0.4403886 

 
0.55 
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Obrázek 18 Mapa predikovaných výčetních kruhových základen 

 

 

Horní výška  

Linearni model 

SfM 
 

Lidar 

Call: 
lm(formula = Dom_height ~ zmax + 
pzabovezmean + zskew + zkurt,  
    data = trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max  
-2.4502 -0.8275 -0.1671  0.8125  
4.7363  
 
Coefficients: 
             Estimate Std. Error t 
value Pr(>|t|)     
(Intercept)  -5.77621    2.31318  -
2.497  0.01643 *   
zmax          0.89729    0.04466  
20.091  < 2e-16 *** 
pzabovezmean  0.13572    0.03974   
3.415  0.00140 **  
zskew         1.00223    0.34474   
2.907  0.00575 **  
zkurt         0.08334    0.04097   
2.034  0.04814 *   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 

Call: 
lm(formula = Dom_height ~ zq95 + 
zmax, data = trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max D 
-1.8102 -0.7987 -0.3178  0.7180  
3.1413  
 
Coefficients: 
            Estimate Std. Error t 
value Pr(>|t|)    
(Intercept)   0.5629     1.3201   
0.426  0.67218    
zq95          0.6900     0.2129   
3.241  0.00244 ** 
zmax          0.3022     0.2058   
1.468  0.15011    
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 1.164 on 39 
degrees of freedom 
Multiple R-squared:  0.9485,
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0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 1.476 on 43 
degrees of freedom 
Multiple R-squared:  0.9222,
 Adjusted R-squared:  0.9149  
F-statistic: 127.4 on 4 and 43 DF,  
p-value: < 2.2e-16 
 

 Adjusted R-squared:  0.9459  
F-statistic: 359.1 on 2 and 39 DF,  
p-value: < 2.2e-16 

 

Průměrná chyba  
-0.4320267 
 

-0.8441049 

Kvadratická chyba  
1.700888 
 

2.020531 

 

Random forest 
Průměrná chyba  
-0.9288331 

 
-1.428555 

Kvadratická chyba  
2.478225 

 
2.501527 

 

 
Obrázek 19 Mapa predikovaných horních výšek 

 

 

Střední výška 

 

Linearni model 
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SfM 
 

Lidar 

Call: 
lm(formula = Mean_height ~ zq95 + 
zpcum2 + zpcum8 + zpcum9 +  
    zq20 + zq45, data = trainData) 
 
Residuals: 
     Min       1Q   Median       3Q      
Max  
-13.8504  -2.0801  -0.3637   2.3479   
8.7015  
 
Coefficients: 
             Estimate Std. Error t 
value Pr(>|t|)     
(Intercept) -30.91728   18.35504  -
1.684   0.0987 .   
zq95          0.95623    0.18320   
5.220 3.99e-06 *** 
zpcum2        0.10288    0.05628   
1.828   0.0739 .   
zpcum8       -0.15738    0.06057  -
2.598   0.0125 *   
zpcum9        0.43806    0.20750   
2.111   0.0401 *   
zq20         -0.21089    0.11544  -
1.827   0.0741 .   
zq45          0.27792    0.20602   
1.349   0.1838     
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 4.004 on 47 
degrees of freedom 
Multiple R-squared:  0.7202,
 Adjusted R-squared:  0.6845  
F-statistic: 20.17 on 6 and 47 DF,  
p-value: 1.67e-11 
 

Call: 
lm(formula = Mean_height ~ zq75 + 
zpcum8, data = trainData) 
 
Residuals: 
     Min       1Q   Median       3Q      
Max  
-11.9756  -2.0920  -0.0722   3.1960   
6.6071  
 
Coefficients: 
            Estimate Std. Error t 
value Pr(>|t|)     
(Intercept)  21.4893    12.2871   
1.749   0.0891 .   
zq75          0.9953     0.2049   
4.857 2.47e-05 *** 
zpcum8       -0.2001     0.1002  -
1.997   0.0536 .   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 4.216 on 35 
degrees of freedom 
Multiple R-squared:  0.7093,
 Adjusted R-squared:  0.6927  
F-statistic:  42.7 on 2 and 35 DF,  
p-value: 4.078e-10 

 

Průměrná chyba  
2.310212 
 

0.2118924 

 
Kvadratická chyba  
5.727488 
 

5.163953 

 

 

Random forest 
Průměrná chyba  
3.161914 

 
0.4326767 

 
Kvadratická chyba  
6.036909 

 
4.495559 
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Obrázek 20 Mapa predikovaných středních výšek 

 

 

Střední tloušťka 

 

Linearní model 

SfM 
 

Lidar 

Call: 
lm(formula = Mean_DBH ~ zmax + 
zpcum8 + zq15 + zq45 + zq80 +  
    zq35 + zq55 + zq40, data = 
trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max  
-3.5595 -0.4728  0.0661  0.4825  
1.9694  
 
Coefficients: 
             Estimate Std. Error t 
value Pr(>|t|)     
(Intercept)   3.62274    1.90064   
1.906  0.06403 .   
zmax          0.92982    0.05497  
16.916  < 2e-16 *** 
zpcum8       -0.04309    0.01278  -
3.373  0.00169 **  
zq15         -0.26791    0.05590  -
4.793 2.40e-05 *** 
zq45         15.59408    8.28374   
1.882  0.06724 .   

Call: 
lm(formula = Mean_DBH ~ zq85 + 
pzabove2 + zmax, data = trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max  
-3.9787 -0.5419  0.0678  0.6434  
2.3601  
 
Coefficients: 
              Estimate Std. Error t 
value Pr(>|t|)     
(Intercept) 10340.4818  3498.1477   
2.956   0.0054 **  
zq85            1.3068     0.1555   
8.404 4.18e-10 *** 
pzabove2     -103.3953    34.9818  -
2.956   0.0054 **  
zmax           -0.2617     0.1489  -
1.757   0.0871 .   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
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zq80         -0.45756    0.07690  -
5.950 6.08e-07 *** 
zq35          1.31322    0.90321   
1.454  0.15396     
zq55         -5.97480    2.93304  -
2.037  0.04847 *   
zq40        -10.29165    6.30463  -
1.632  0.11065     
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 1.074 on 39 
degrees of freedom 
Multiple R-squared:  0.9453,
 Adjusted R-squared:  0.9341  
F-statistic: 84.26 on 8 and 39 DF,  
p-value: < 2.2e-16 
 

Residual standard error: 1.142 on 37 
degrees of freedom 
Multiple R-squared:  0.9518,
 Adjusted R-squared:  0.9479  
F-statistic: 243.6 on 3 and 37 DF,  
p-value: < 2.2e-16 

 

Průměrná chyba  
-8.843153 
 

-1.001042 

 
Kvadratická chyba  
34.05505 
 

1.293291 

 

 

Random forest 
Průměrná chyba  
1.621749 

 
-1.297292 

 
Kvadratická chyba  
3.646445 

 
2.155089 
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Obrázek 21 Mapa predikovaných středních tlouštěk 

 

Zásoba 

 

Linearni model 

SfM 
 

Lidar 

Call: 
lm(formula = Volume ~ zq80 + zq50 + 
zq35 + zmax + zq85 + zskew,  
    data = trainData) 
 
Residuals: 
     Min       1Q   Median       3Q      
Max  
-10.6765  -2.7150   0.6612   2.4526  
10.4464  
 
Coefficients: 
            Estimate Std. Error t 
value Pr(>|t|)     
(Intercept) -18.5221     5.3368  -
3.471 0.001108 **  
zq80         13.6258     5.5269   
2.465 0.017316 *   
zq50          1.3528     0.2851   
4.745 1.91e-05 *** 
zq35         -0.8329     0.2189  -
3.806 0.000401 *** 
zmax          1.8903     0.6353   
2.975 0.004570 **  
zq85        -14.4286     5.7751  -
2.498 0.015953 *   

Call: 
lm(formula = Volume ~ zq80 + 
zentropy + zpcum7, data = trainData) 
 
Residuals: 
    Min      1Q  Median      3Q     
Max  
-7.6914 -1.6656 -0.4717  2.2301  
9.9801  
 
Coefficients: 
            Estimate Std. Error t 
value Pr(>|t|)     
(Intercept)   3.0938     7.9396   
0.390   0.6990     
zq80          1.9354     0.1572  
12.312 7.82e-15 *** 
zentropy    -38.9207    11.7881  -
3.302   0.0021 **  
zpcum7        0.1109     0.0524   
2.116   0.0410 *   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 3.341 on 38 



Projekty Grantové služby LČR 

“Metodika rychlého a levného získávání dat pro kalamitní území pomocí moderních metod Dálkového průzkumu 

Země” 

45 

 

zskew         0.8131     0.4524   
1.797 0.078592 .   
--- 
Signif. codes:  0 ‘***’ 0.001 ‘**’ 
0.01 ‘*’ 0.05 ‘.’ 0.1 ‘ ’ 1 
 
Residual standard error: 4.371 on 48 
degrees of freedom 
Multiple R-squared:  0.7719,
 Adjusted R-squared:  0.7433  
F-statistic: 27.07 on 6 and 48 DF,  
p-value: 7.832e-14 
 

degrees of freedom 
Multiple R-squared:  0.8649,
 Adjusted R-squared:  0.8543  
F-statistic: 81.12 on 3 and 38 DF,  
p-value: < 2.2e-16 

 

Průměrná chyba  
-2.433619 
 

3.131753 

 
Kvadratická chyba  
16.0258 
 

5.721791 

 

 

Random forest 
Průměrná chyba  
-1.741006 

 
2.228353 

 
Kvadratická chyba  
7.95873 

 
5.960206 

 

 

 
Obrázek 22 Mapa predikovaných zásob 
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• Metodika popisující vyvinuté postupy od získání dat přes metody automatického zpracování až 

po odvození požadovaných veličin a jejich zakomponování do výsledného LHP 

 

Metodika je výstup projektu plánovaný do druhé části projektu.  

 

 

 PP4 - diseminace výsledků, školení a přenos vědomostí 

 

PP 4 je zaměřen na rozšíření postupů a nástrojů vytvořených v PP 2 a 3 mezi odbornou 

veřejnost a praktické lesníky. V rámci těchto aktivit budou uspořádány dva workshopy, během 

nichž budou představeny možnosti získání nebo pořízení dat, postupy odvození zájmových 

taxačních veličin a vytvořené aplikované výstupy. 

 

V rámci diseminace výsledků byly zorganizovány dva naplánovaný workshop.  

 

• Workshop na konci prvního roku (2021) 

 

Workshop úspěšně proběhl ve dnech 29. a 30. listopadu 2021. Program je součástí zprávy jako 

příloha, podrobný popis workshopu je v kapitole výsledky.  

 

• Workshop na konci druhého roku (2022) 

 

Workshop úspěšně proběhl ve dne 19. prosince 2022. Program i podrobný popis workshopu je 

součástí zprávy v kapitole výsledky.  

 

 PP5 - odvození “Maximální celkové výše těžeb” (MCVT) 

 

PP 5 je zaměřen na stanovení postupu odvození MVCT v podmínkách kalamitních (různého 

stupně) LHC. Předpokládané výstupy: 

 

Aktivity PP5 jsou plánovány na poslední období řešení projektu.  

 

• Analýza stávajících a legislativou daných postupů výpočtu MCVT na kalamitním LHC 

 

V současnosti je výpočet MCVT závazně předepsán vyhláškou č. 84/1996 v aktuálním znění, a 

to pomocí ukazatelů těžební procento a normální paseka, případně pomocí celkového běžného 

přírůstu pro lesy, ve kterých je stav lesa zjišťován na inventarizační ploše (po změně dané 

vyhláškou č. 186/2022). 

 

Na případové studii Mostek byla kvadratická chyba predikce zásoby z lidarových dat do 20 % 

(menší ve starších porostech), ať už při využití lineární modelů, tak při predikci pomocí metod 

strojového učení, a to na validační části datasetu, tedy na výběrových jednotkách, které nebyly 

použity pro tvorbu modelu. Podobnou úroveň chyb predikce nadzemní biomasy reportuje Ústav 

výzkumu globální změny AV ČR, v. v. i. v publikaci Hodnocení nadzemní biomasy dřevinného 

patra lesních ekosystémů plošným přístupem. Zároveň je nutné dodat, že odhady jsou prakticky 

nevychýlené, tzn. průměrná chyba při predikci na validačních datech nepoužitých pro odvození 

modelu byla maximálně v řádu nízkých jednotek procent. 
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Tento výsledek je uspokojující pro zjišťování celkových zásob na větším území, nemusí ale být 

dostatečný pro odvození přesných zásob jednotlivých porostů. Na druhou stranu je obtížné 

porovnat přesnost takto odvozených zásob např. se zásobami podle lesních hospodářských plánů, 

jejichž přesnost je neznámá a kdy lze očekávat i systematické vychýlení oproti skutečnosti, např. 

výsledky první realizace NIL uvádí celkovou zásobu o 38,5 % vyšší, než byly údaje z LHP.   

 

Lze očekávat, že ačkoliv odhady zásob jednotlivých porostů mohou být nepřesné, zásoby 

v jednotlivých věkových stupních hospodářského souboru a celkové zásoby mýtních porostů lze 

predikovat nevychýleně, tedy v průměru správně. Zjištěné údaje lze proto použít pro odvození 

MCVT klasickým způsobem pomocí ukazatelů těžební procento a normální paseka.  

Vzhledem k tomu, že nejistota odhadů zásob jednotlivých porostů řádově odpovídá průměrnému 

přírůstu za decennium, pro odvození MCVT jako celkový běžný přírůst může být přesnost 

odhadů zásob, a tím odhadu přírůstů z opakovaného zjišťování, nedostatečná. V současné chvíli 

nelze doporučit využití popisovaných metod pro přesné odvození přírůstů na úrovni porostů.  

 

Nejistota v predikci zásob je do jisté míry způsobena nedostatečným pokrytím kombinací úrovní 

využitých prediktorů v zájmovém území validačními plochami. Přesnost predikce zásob po 

jednotlivých porostech může být zlepšena zvýšením počtu validačních ploch tak, aby pokrývaly 

co nejširší spektrum hodnot prediktorů, a to včetně interakcí mezi prediktory. Počet ploch, které 

toto zabezpečí, není závislý na velikosti zájmového území, ale jen na variabilitě jednotlivých 

prediktorů a jejich kombinací. Zatímco pro malé území by měření na dostatečném počtu 

validačních ploch bylo neekonomické, na velkém území se bude jednat o relativně menší vzorek. 

 

Dále lze do blízké budoucnosti očekávat pokrok v kvalitě senzorů, a tím kvalitě dálkově 

sebraných dat, ale především vylepšení predikčních metod zejména v souvislosti s rozvojem 

metod strojového učení a umělé inteligence. 

 

 

 

 


